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NEURALIS HALOZAT FINOMHANGOLASA EGY ADOTT
ADATBAZISON

Benkd-Kiss Arpad — Fabulya Zoltan — Hampel Gyorgy

Absztrakt: Neuralis haldzatok tobb valtozata érheté mar el melyek egyre tobb helyen keriilnek
gyakorlati alkalmazasra, amikor dsszefliggéseket keresiink nagyobb adatbdzisokban. A szamitogépes
alkalmazasok kozott a mesterséges neuralis halézatok (Neural Network, roviden NN) szdmos valfaja
hasznalatos hétkéznapi alkalmazasokban. Ilyen példaul az ligyfélmindsités, egészségiigy, vagy éppen
az adatbanyészat. Természetesen mas-mas neuralis haldzat tipus és algoritmusok hasznalatosak a kép
¢és hang ¢és szovegfeldolgozasban vagy gépi forditasban és masok az egyszerti adatbanyaszatban, vagy
Osszefiiggés keresésben €s adatelemzésekben. A python scriptnyelven kifejlesztett grafikus feliilettel
rendelkez6 rendszeriinket, tobb kiilonboz6é méretl valos és generalt adatforrasokon teszteltiik, eddig
sikerrel. Jelen elemzés célja az, hogyan javithatd az elérejelzés pontossaga az egyes paraméterek
valtoztatasaval (neuronszam, iteraciészam stb.) ezaltal hogyan ndvelheté a halozat pontossaga egy
adott adatforras elemzésekor.

Abstract: Several versions of neural networks are now available, which are being used in practice in
more and more places when we are looking for correlations in larger databases. Among computer
applications, many variants of artificial neural networks (NN for short) are used in everyday
applications. Examples include customer rating, healthcare, or even data mining. Of course, different
neural network types and algorithms are used in image and sound and text processing or machine
translation, and others in simple data mining, or correlation search and data analysis. We have tested
our system with a graphical interface developed in the python script language on several real and
generated databases of different sizes, with success so far. The purpose of this analysis is how to
improve the accuracy of the prediction by changing the individual parameters (number of neurons,
number of iterations, etc.) and thus how to increase the accuracy of the network when analysing a
given data source.

Kulesszavak: neuralis halozat, hiba-visszacsatolas, aktivacios fliggvény, adatelemzés

Keywords: neural network, back-propagation, activation functions, data analysis

1. Bevezetés

A szamitdgépes tanulasi modellek (neuralis halézatok) és az ezekhez hasznalt
algoritmusokbol fejlesztett, mar mesterséges intelligencianak nevezhetd
alkalmazasok ebben az évben ujra az kozérdeklddés kozpontjaba kertiltek.
Multinaciondlis IT vallalatok sok millidrd dollaros fejlesztései keriiltek
reflektorfénybe, és ezek varhatdan robbanasszerii fejlodését fogjuk latni a kovetkezd
években. A neurdlis halozatunk szerkezetileg 1ényegében egy iranyitott graf (/.
abra), melynek csticspontjai a bemeneti (input) réteg, rejtett (hidden) réteg és az
kimeneti (output) réteg ,,neuronjai”, a rétegek kozotti 6sszekottetést (a csticspontok
kozotti élek) pedig matrixokkal valosithatjuk meg. A szamitott kimenet és az elvart
érték kozotti kiillonbséget a négyzetes hibafiiggvény segitségével (Mean Squared
Error, MSE) segitségével hatarozzuk meg, majd a hibavisszaterjesztés
(backpropagation) segitségével a rétegeket 0Osszekotd sulymatrixokat addig
modositjuk, amig az MSE egy elvart értékre csokken (Chen, 2016; Freedman, 2019).
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1. abra: Egy neuralis halozat lathatoé és rejtett részei
(2 rétegii neuralis halozat graf és matrix formaban)

N ey )
Input Rejtett-1 Rejtett-2 Kimenet Célérték Shlymatrix-3

1T 2
MSE=TZ<Out, - céL)

Forras: sajat kutatas adatai alapjan a szerzok szerkesztése.

Kis méretii, céliranyos neurdlis halézatok egy-egy feladatra azonban ma mar
viszonylag olcson fejleszthetdk, Iényegében alacsony eréforrasokbol.

Céliranyos feladat lehet példaul nagyobb adatbazisok Osszetartozd adatainak
kiszlirése, kapcsolatok, Osszefliggések keresésének automatizalasa, melyek a
klasszikus statisztikai algoritmusokkal megold4sokkal nehezen elemezhetdk (Toth—
Groész, 2017).

Az altalunk fejlesztett és inkdbb oktatdsi és demonstracids célra hasznalt
alkalmazas nem alkalmas iddsoros, vagy szekvenalasi feladatok megoldésara, arra a
re-kurrens hal6ézatok (RNN=Recurrent Neural Network) illetve az emlékezd
halozatok (LSTM=Long-Short Term Memory) az alkalmasak (Tan et al., 2006).

1.1. Aktivacios fliiggvények

A neuralis halozatokban a rejtett rétegek neuronjaiba bejovo 6sszeadddo értékek
joval meghaladhatjak az 1.0 értéket, viszont egy neuron kimenete maximum csak 1.0
értéket €rhet el (2. abra). A kimeneti értek csokkentésében az un. aktivacids
fliggvények segitenek (Altrichter et al., 2007). A fontosabb aktivacids fiiggvények
¢s grafikonjaik az /. tabldazatban 1athatok.
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2. abra: Az aktivacios fiiggvények szerepe
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Forras: sajat kutatas adatai alapjan a szerzok szerkesztése.

1. tabldzat: Fontosabb aktivacids fiiggvények

ELU (Exponential Linear Unit) ReLU (Rectified Linear Units)
X hax >0 _(x hax >0
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Forrés: sajat kutatas adatai alapjan a szerzok szerkesztése.
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2. Anyag és modszer

A vizsgélt adatforras 1ényegében egy nxm méretli matrix, melynek sorai az egyedek,
az oszlopokban pedig az adott egyedhez tartozo adatok/attributumok szerepelnek.
A nyers adatokat oszlop szerint normalizalni kell, amely azt jelenti, hogy minden
oszlop legnagyobb értékéhez viszonyitjuk az oszlop tobbi adatanak értéket. A
legnagyobb érték lesz 1, a tobbi ennek ardnyositott része. Ekkor a matrixunk mar
csak 0 és 1 kozotti elemeket tartalmaz.

A program az adatok beolvasasa és a neuronok szama alapjan bedllitja a
sulymatrixokat ¢s feltdlti random értékekkel melyet a felhasznalo késobb szabadon
modosithat. Emellett a feldolgozés el6tt az alkalmazas az input adatokat normalizalja
(0 és 1 koz¢ aranyositja), majd a beallitasok alapjan kiszamolja a varhato eredményt
(3. abra).

3. dbra: A gépi tanulas folyamatabraja
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Forras: a szerzok szerkesztése.
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A modosithatd elemek kozil a legfontosabbak az iteraciok, azaz a tanulési
ciklusok szdma, valamint a tanitasi 1épéskdzok (learning rate) beallitasa, amivel
folyamatosan modositjuk a stlymatrix elemeinek értékeit (backpropagation) és ezzel
novelhetjiik a neuralis haldzat pontossagat.

Emellett nyilvan az adott adatforras jellegének megfelelden allithatok be a rejtett
(koztes) neuronok szama, valamint az aktivacios fliggvények is (Fiivesi—-Konyha,
2016).

Osszességében egy nem szekvencidlis adatokat feldolgozé neurdlis héldzat
szdmara — mint amilyen az ismertetett alkalmazas — mindegy, hogy milyen adatokat
kap, a halozat az Osszefliggéseket vizsgalja (Raschka—Mirjalili, 2019). A hasznalt
neuralis haldzat inputja Iényegében egy matrix, és -ellentétben a gépi forditashoz
vagy mintafelismeréshez hasznélt szekvencidlis héal6zatokhoz- nem érzékeny az
objektumok (sorok) vagy az objektumokhoz tartozé adatok (sorvektor) sorrendjére,
keveredésére (Chollet, 2021; Fazekas, 2013).

A neurdlis halézat feladata, hogy a bemeneti adatoszlopok segitségével kitalalja
az utolso adatoszlop értékét, ami jellemzden az elvart eredmény (Chen, 2016).
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2.1. A vizsgalt adatforras jellemzése:

Jelen tesztelésben egy egészségligyi adatforrast hasznaltunk, melyet az UCI ML
Repository-bol toltottiink le (National Lung Cancer Registry, administered by the
Institute of Tuberculosis and Pulmonary Diseases in Warsaw, Poland) (Lubicz et al.,
2013).

Az adatforréssal kapcsolatban természetesen semmilyen elézetes véleménytink,
elofeltételezésiink szakmai okokbol nem volt, Iényegében barmilyen adatforras
megfelelt. A cél az volt, hogy olyan adatokat is elemezziink, ahol sok a bindris
(boolean) bemeneti adat (1/0), és az elvart eredmény is boolean érték.

Felhasznalas eldtt az (I/N) szdveget tartalmazd celldkat szamokka (1/0)
cser¢ltiik, amellyel a neuralis haldzat mar dolgozni képes.

Az adatforras egészségiigyi jellegii, amely paciensenként 17 adatot tartalmaz (17
elemi sorvektor), melybdl az elvart kimenet a 17. adat, ami az egy éves talélés
kimutatasa, becslése (I/N)

A bemenet tehat 1ényegében egy 470 paciens 17 adatat tartalmazta. A neurdlis
halézat inputjait az elsd 16 attribitum jelentette, a 17 attriblitum pedig szintén a
kiszamitand6 eredmény, szintén egy bindris érték volt.

Az adatok tobbsége tehat boolean (Igen/Nem) azaz 1 vagy 0 értékil, ugyanez
vonatkozik az elvart eredményre: miitét utdni egy éves talélés (Igen/Nem) (2.
tablazat).

2. tablazat: A vizsgalt adatforras jellemzo6i

Adat Diagnosztikai Erték Erték
oszlop adatok/attribitumok tipus készlet
| Diagnézis ICD-10 kéd Int 1.2,3,4,6,8
2 Vitilkapacitds Int 0<Szam
3 Erdltetett kilégzés mértéke Int O< Szdm
4 Altaldnos statuszérték Int 0,1,2
5 Tumor méret Int 11,12,13,14
6 Kor (miitéti) Int Szamérték

Miitét elGtti adatok

Igaz =1 Hamis=0

Fijdalom Boolean 31 439

Vérkohogés Boolean 68 402

9 Fulladds, légszomj Boolean 31 439

10 Kohogés Boolean 323 147

11 Gyengeség Boolean 78 392

12 2 tipusii cukorbetegség Boolean 35 435

13 Infarktus (6 hénap) Boolean 2 468

14 Ersziikiilet Boolean 8 463
15 Dohinyzis Boolean 386 84
16 Asztma Boolean 368 2

17 I éven beliili elhaldlozds Boolean 70 400

Forras: sajat kutatas adatai alapjan a szerzok szerkesztése.
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A matrixszorzasok esetében a sok ,,0” értékii cella problémas lehet, a futtatasok
soran eleinte a sok 0 érték miatt értékelhetd eredményt nem tudtunk elérni, ezért un.
,fehér zaj” injektalassal modositottuk a bemeneti matrixot. Ez azt jelenti, hogy a 0
értéki cellaknak egy kicsi, de pozitiv értéket adtunk (0,1). Ez bevalt technika a ritka
matrixokkal val6 kalkulaciok esetében (Toth—Grosz, 2017).

Az MSE helyett, ami az 6sszes négyzetes hibat szamitja, az egyedi hibak atlagat
érdemes kiszamitani a pontossag érdekében.

3. Eredmények és értékelésiik

Az elemzés soran el0szor néhany probafuttatassal, altalanos beallitasokkal
megvizsgaltuk a tanuldsi ciklusok hatdsat egy adott adatbazis részen. A 470
adatsorbol tobb tucat alkalommal véletlenszeriien kivalasztott 20-20 mintat, illetve
30-30 mintat hasznaltunk fel tanulomintaként, az alapbeallitasok elvégzéséhez.

Mivel az adatmatrixban a 470 adatsorbdl a 17. attribitum (eredmény oszlop)
esetében 70/400 volt a pozitiv esetek aranya, ezért a tobbszor eléfordult, hogy a
randomizalt 20-20 tanitomintabol csak 1-2 pozitiv értéket kellett volna
meghatdrozni, ekkor a neurdlis hdl6zat nem miikodott megfeleléen, tehat a halozat
nem kapott elég valtozot a szamitdshoz. Emiatt 20-r6l 30-ra emeltiik a tanitominta
egységek szamat, hogy legyen tobb pozitiv eset (bar aranyaiban ez nem valtozott,
kb. 15%) (2. tablazat).

Az iteraciok szamat minden futtatds sordn 100 ciklussal emeltiik 100 és 3000
kozo6tt, majd néhany esetben 10 000 ciklusig. A hibéak értéket grafikonon abrazoltuk
(5. dbra).

Tovéabbi problémaként felmeriilt, hogy az adatforrasban az egyes attributumok
(oszlopok) nagyon homogének voltak (a 470 lehetséges ért€kbdl csak 2 €s 3 esetben
volt eltérd érték a 13., a 14., és a 16. attributumok esetében). Ezeket az
oszlopvektorokat (attributumok) ezért kivettiik a szamitasbol.

A szamitasi pontossag tehat javithato volt a kovetkezd tényezdk modositasaval:

- aziteracidszam (tanitdsi ciklusok) novelésével egyértelmiien

- fehér zaj injektalassal (0 helyett egy pozitiv tortre, pl. 0,1 re vald cserélése)

- akozelitési 1épéskdzok (learning rate) csokkentésével 0,1-rd1 0,01 re.

- a neuronrétegek (Input->Rejtett], Rejtett]->Rejtett2 és a Rejtett2->
Kimenet) kozotti aktivacids fiiggvények cserélgetésével. A legjobb
aktivacios fliggvénynek tovabbra is a Tanh bizonyult, de a
hibavisszaterjesztési folyamatban (backpropagation) derivalofiiggvényként
a linearis fliggvényderivaltak is jol szerepeltek.

- al3. 14, ésa 16. attributum oszlopok torlésével mert ezek az attributumok
a teljes mintdban nagyon homogének voltak, a végeredményt tehat nem
befolyésolhatta (2. tabldzat)

A tobb tucatnyi probafuttatds soran fokozatosan javult a becslés hatékonysaga,

ami n¢hany abran is bemutatasra kertilt (4. dbra), de mindezek ellenére a haldzat
teljesitménye sajnos elmaradt a varakozasoktol (5. abra).
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4. abra: Néhany futtatas grafikus eredménye
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Forras: sajat kutatas adatai alapjan a szerzok szerkesztése.

Korabbi tesztelések soran tobb adatforras elemzése esetében is mindossze 1-4%-
os hibaval dolgozott az alkalmazas, most pedig tobb tucat futtats €s finomitas utan
sem tudtuk a hibazasi szintet 8% ala szoritani.

Utdlag elemezve az adatokat, az is elképzelhetd, hogy kevésbé lényeges
attributumokat is tartalmazott az adatfelvétel, vagy — és ez a valosziniibb —, a binaris
adatok helyett finomabb skalan lehetett volna az egyes adatokat rogziteni. Tehat a
gyenge (0) és erds (1) kozott tobb atmenet is mérhetd (2. tabldazat).

Gyors javulas az 500. iteracidig volt megfigyelhetd, majd a becslés folyamatosan
javult, de 8%-s atlagos hibahatar ald sosem keriilt.

A hiba kiszamitasanal (5. abra) az MSE helyett atlagos hibat szazalékban
fejeztiik ki, mert az input(bemeneti) és az outputok (eredmények) is normalizaltak 0
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és 1 kozé, a maximalis hiba az elvart és a célérték kozott tehat maximum 1 lehet, ami
100%. Ha az érték 0, akkor az elvart és a szamitott értékek kozott nincs eltérés, a
hiba 0%.

5. abra: Hibaértékek csokkenése az iteraciok fiiggvényében
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Forras: sajat kutatas adatai alapjan a szerzok szerkesztése.

4. Kovetkeztetések

A neurdlis halozatok paramétereinek finomhangolasat adatforrasonként el kell
végezni, mert minden adatforrds eltérd tulajdonsdgokkal rendelkezik. Jelen
allapotaban a hasznalt alkalmazas beallitisa még manualisan (bar grafikus feliileten)
torténik, de a tavlati cél, hogy a kimeneti pontossdg folyamatos monitorozasa
segitségével a halozat egyre inkabb 6nbedllito, Ontanuld, rugalmas legyen.

Erre mar a fejlettebb rendszerekben léteznek megoldasok, melyeket a sajat
rendszeriinkbe is be lehet épiteni.

Osszességében ennél az adatbazisnal az elvart és a korabban tapasztalt
eredményektdl elmaradt a neurdlis haldzat eredménye. Egy bizonyos hataron til sem
az aktivacios fliggvények valtoztatasaival, sem a iteraciok emelésével nem lehetett a
pontossagot ndvelni.

Valésziniileg — és az adatok szamozasabol is kideriilt — néhany adatjellemzd
hidnyozhatott az adatokbol, néhany jellemz6 nem volt relevans, illetve meghatarozo,
illetve az egyes jellemzOk ardnyai sem voltak optimalisak, tehat egyértelmi
kapcsolat a bemeneti 16 jellemz6 és a varhatd célérték kozott a vartnal rosszabb
eredményt adott.
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